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RESUMO 

 
 
 
 

O Reconhecimento de Atividades Humanas (RAH) é uma área de pesquisa importante 

e desafiadora, com muitas aplicações na área de ambientes inteligentes, saúde e segurança 

domiciliar. RAH pode ser visto como um processo pelo qual o comportamento de uma pessoa 

é monitorado e analisado para inferir quais as atividades que estão sendo realizadas em 

determinado período de tempo. 

Este trabalho apresenta a criação de dois sistemas para RAH baseado em Redes 

Neurais Auto-associativas desenvolvidos a partir de um banco de dados público composto por 

sinais de 6 atividades básicas. Os sinais foram adquiridos a partir de um acelerômetro e 

giroscópio de um Smartphone e tanto as características extraídas dos sinais no domínio do 

tempo quanto sinais brutos da aceleração do corpo foram utilizadas para o desenvolvimento 

dos sistemas de RAH propostos. Os resultados obtidos mostram a eficácia do sistema e a 

aplicabilidade das Redes Neurais Auto-associativas para o problema de RAH. 

 

PALAVRAS-CHAVES: RAH, redes neurais auto-associativas, acelerômetro, giroscópio 
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ABSTRACT 

 

 

Human Activity Recognition (HAR) is an important challenging research area with 

many applications in intelligence ambient, healthcare and homeland security systems. HAR is 

the process whereby a person is monitored through sensors and analyzed to infer the 

undergoing activities during a period of time. 

 This work presents the development of two systems for the HAR using auto 

associative neural networks. The activity recognition systems are based on public dataset that 

has signal from three static postures (standing, sitting, lying) and three dynamic activities 

(walking, walking downstairs and walking upstairs).The dataset was captured by using 

accelerometer and gyroscopic sensor of a Smartphone. The features extracted from the time 

and the acceleration due to body motion were used to the development of the proposed 

systems. Our experimental results illustrates the effectiveness of the proposed system. 

 

 

KEYWORDS: HAR, auto associative neural networks, accelerometer, gyroscope 
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1  INTRODUÇÃO 

 

1.1 DEFINIÇÃO DO PROBLEMA E MOTIVAÇÃO 

 

O conceito de ambientes inteligentes vem ganhando espaço no cenário tecnológico 

atual e trata-se de um termo utilizado para definir ambientes que integram tecnologia e 

serviços, visando aumento na qualidade de vida das pessoas. São ambientes onde as interações 

dos indivíduos que nele frequentam são ditas como parte dos próprios ambientes em si. 

Diante desse contexto, o Reconhecimento de Atividades Humanas (RAH) pode 

contribuir para o desenvolvimento de sistemas para ambientes inteligentes, uma vez que a 

classificação adequada das atividades das pessoas dentro desses ambientes facilitaria a 

interação entre o ambiente e o indivíduo. 

Existem diversos métodos computacionais pelos quais os dados capturados por 

sensores dentro desses ambientes inteligentes podem ser analisados e transformados em 

ferramentas de reconhecimento de atividades humanas. Métodos tais como Árvore de Decisão 

(BAYAT; POMPLUN; TRAN, 2014; FAN; WANG; WANG, 2013), Naive Bayes (ORTIZ, 

2015), Support Vector Machine (SVM) (ANGUITA et al., 2013; ORTIZ, 2015) e Redes 

Neurais Artificiais (AGUIAR et al., 2014; KWAPISZ; WEISS; MOORE, 2011; ONIGA; 

SUTO, 2014; ZHANG et al., 2013) vêm sendo utilizados com sucesso. 

Apesar dos bons resultados das metodologias já apresentadas na literatura na área de 

RAH, muitas pesquisas vêm sendo realizadas visando encontrar técnicas mais avançadas, uma 

vez que, dentro do contexto de ambientes inteligentes implementados em sistemas de 

classificação em tempo real, a reposta deve ser rápida e confiável o suficiente para a tomada 

de decisão. 

 Pela análise dos trabalhos correlatos, percebe-se a inexistência de sistemas de RAH 

baseado em Redes Neurais Auto-associativas (RNAA). Uma rede RNAA é um caso especial 

da Perceptron de múltiplas camadas, onde o número de entradas da rede é igual ao número de 

saídas, sendo a rede treinada para realizar um mapeamento do vetor de entrada no vetor de 

saída. A rede é treinada para reproduzir em sua saída os dados apresentados em sua entrada 

sendo que a camada intermediária funciona como codificador que permite que a rede 
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armazene somente conhecimento relacionado às principais características do conjunto de 

dados de entrada. 

Dada as características das RNAAs, é possível que as mesmas apresentem grande 

potencial na área de RAH, principalmente pela sua capacidade de mapeamento de identidade 

na realização de tarefas de classificação, capacidade esta já exploradas em outras áreas como 

Sistemas de Potência (MIRANDA; CASTRO; LIMA, 2011) e Médica (CHAKROBORTY, 

2013). 

 

1.2 OBJETIVO GERAL E OBJETIVOS ESPECÍFICOS 

 

Diante da importância do reconhecimento de atividades humanas, este trabalho tem 

como objetivo principal o desenvolvimento de sistemas de RAH baseados em Redes Neurais 

Auto-associativas e verificação da aplicabilidade e eficiência da mesma para o problema em 

questão. 

Como objetivos específicos têm-se: 

1. Criação de dois sistemas, discutidos em dois cenários diferentes, utilizando sinais 

obtidos a partir de acelerômetro e giroscópio de um smartphone. No cenário 1 serão utilizadas 

características extraídas do domínio do tempo dos sinais.  No cenário 2 serão utilizados os 

sinais brutos da aceleração do corpo, onde será testada a viabilidade da utilização dos mesmos 

para RAH. Em ambos os cenários os sinais utilizados foram obtidos em um banco de dados 

público criado por Anguita et al (2013). 

2.  Desenvolvimento de ambos os sistemas com taxa de acerto próxima ou superior aos 

já encontrados na literatura. 

 

1.3 ESTRUTURA DO TRABALHO 

 

Esta dissertação está organizada em cinco capítulos. O Capítulo 1 apresenta uma 

introdução à  problemática a ser investigada e a motivação do trabalho. No Capítulo 2 são 

expostos conceitos correlacionados com o reconhecimento de atividades humanas e as etapas 

pertinentes ao processo de criação de sistemas de reconhecimento de atividades. Em seguida, 
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no capítulo 3, apresenta-se a fundamentação teórica básica sobre redes neurais, relatando 

sobre Perceptron de múltiplas camadas e ainda sobre as Redes Neurais Auto-associativas e os 

trabalhos correlatos relacionados às mesmas. O Capítulo 4 apresenta a metodologia proposta 

da dissertação, os resultados e a discussão sobre o que foi alcançado. O Capítulo 5 apresenta 

algumas considerações finais acerca da pesquisa, assim como trabalhos futuros. 
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2 RECONHECIMENTO DE ATIVIDADES HUMANAS 

 

2.1  CONSIDERAÇÕES INICIAIS 

 

A integração de novas tecnologias no dia a dia das pessoas tem crescido rapidamente e 

consequentemente a interação entre máquinas e humanos também. Diante desse acentuado 

crescimento novos paradigmas surgem e com eles novos desafios. 

Para Gandetto et al (2003) e Ortiz (2015) o conceito de Ambientes Inteligentes (AmI) 

é um paradigma que explora ambientes inteligentes e adaptativos nos quais as ações das 

pessoas que nele residem fazem parte dos próprios ambientes em si. A aplicação de AmI pode 

ocorrer em vários setores, inclusive no setor de Casa Inteligente (do inglês Smart Home) e 

Ambiente de Vida Assistida (do inglês, Ambient Assisted Living).  

O termo Casa Inteligente (CI) designa uma casa que integra tecnologia e serviços 

visando o aumento na eficiência energética e qualidade de vida das pessoas. Existem diversas 

vantagens que uma CI pode proporcionar, como: monitoração dos filhos enquanto se trabalha, 

execução do trabalho doméstico diário de forma mais prazerosa e em menos tempo, proteção 

da residência e utilização de fontes de energia de modo mais inteligente e racional 

(BOLZANI, 2004). 

Segundo a Organização Mundial de Saúde (OMS) a expectativa de vida das pessoas 

tem crescido nos últimos anos e cerca de 15% da população mundial tem algum tipo de 

incapacidade (WORLD HEALTH ORGANIZATION et al., 2016). A International 

Classification of  Functioning, Disability and Health (ICF) define como incapacidade um 

termo genérico para deficiências, limitações de atividades e restrições de movimento em 

geral. Assim sendo, o Ambiente de Vida Assistida (AVA)  torna-se um importante meio de se 

buscar soluções, por exemplo, que melhorem a autonomia e a qualidade de vida de pessoas 

idosas ou com algum tipo de incapacidade. 

Diante desse contexto, o reconhecimento de atividades humanas pode vir a contribuir 

para o desenvolvimento de sistemas para Ambientes Inteligentes tanto no setor de CI quanto 

no setor de AVA. O RAH é uma área de pesquisa importante e desafiadora, com muitas 

aplicações na área da saúde, ambientes inteligentes e segurança domiciliar (BAYAT; 

POMPLUN; TRAN, 2014; CHEN et al., 2011) e vem sendo estudada há anos, com 
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pesquisadores da área propondo diferentes soluções para o problema (RASEKH; CHEN; LU, 

2011). 

Como relatado na seção 1, a proposta deste trabalho visa a criação de um sistema para 

RAH. Os tópicos a seguir apresentam então um embasamento teórico sobre RAH necessário 

para o bom entendimento da metodologia e tarefas propostas nesta dissertação. 

 

2.2 RECONHECIMENTO DE ATIVIDADES HUMANAS 

 

O Reconhecimento de atividades humanas é um processo pelo qual o comportamento de 

uma pessoa é monitorado e analisado para inferir quais as atividades que estão sendo 

realizadas (CHEN et al., 2011).    

O RAH é um campo de estudo decisivo para criação de AmI e pode ser considerado um 

dos pontos mais relevantes para a implementação real desses ambientes. Além da aplicação 

em AmI, o RAH pode também ser aplicado em diversos setores como os da área de saúde,  de 

entretenimento e esportes e de segurança domiciliar (BULLING; BLANKE; SCHIELE, 2014; 

CHEN et al., 2012; LARA; LABRADOR, 2013; LE; NGUYEN, 2015). 

No contexto do setor de saúde, o RAH é importante para a criação de ambientes de 

monitoramento de pessoas idosas (ABBATE; AVVENUTI; CORSINI, 2010; AGUIAR et al., 

2014; ÁLVAREZ DE LA CONCEPCIÓN et al., 2016; VAVOULAS et al., 2013), com algum 

tipo de incapacidade ou ainda em reabilitação (KANGAS, 2011; LUŠTREK; KALUŽA, 

2008; ONIGA; SUTO, 2014; VEGA, 2016).  

Sistemas de RAH podem dar suporte para a detecção de Atividades da Vida Diária 

(ADL, do inglês Activities of Daily Living) primeiramente definido por Katz et al. (1970), 

tendo surgido como uma compilação das principais atividades realizadas no cotidiano das 

pessoas e utilizada como base para criação de ferramentas para a detecção de problemas na 

realização independente de atividades. 

No setor de entretenimento o RAH vem sendo usado em plataformas de jogos para 

melhorar a experiência dos usuários ou ainda, por exemplo, para acompanhar pacientes em 

tratamento através do Kinect da Microsoft (TAKAČ et al., 2013). Em relação a aplicações de 

RAH para esportes, existem trabalhos tais como os de Chambers (2002), Ermes et al. (2008), 

Long et al (2009) e Sefen et al. (2016) voltados para o reconhecimento de atividades físicas 
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como, por exemplo, andar de bicicleta, correr, jogar futebol, tênis de mesa e sistemas para 

gerar alertas sobre gasto energético e realizar acompanhamento de rendimento por parte do 

atleta. Nesse sentido existem produtos sendo fabricados como tênis, roupas e acessórios 

inteligentes que possuem sensores de reconhecimento de atividade afim de se melhorar a 

performance e rendimento do usuário (AVCI et al., 2010; NIKE, 2016).  

Para Ustev et al. (2013), o RAH pode ser definido como um processo de interpretação 

de dados brutos coletados por sensores para classificar um conjunto de atividades. Já para 

Labrador e Yejas (2013) um problema de RAH é definido como sendo um conjunto de 

atividades               ao longo de k séries temporais, onde cada atividade é singular e 

todas são definidas dentro de um intervalo de tempo          , cujo objetivo é procurar uma 

partição da série temporal             de I, relacionada com a atividade S, e estabelecer uma 

classe que represente determinada atividade realizada durante cada intervalo de tempo    . Isso 

implica que a série temporal é consecutiva, não vazia e não se sobrepõe de modo que 

        
   . 

Para que um conjunto S de atividades seja reconhecido, primeiramente é necessário 

que estas atividades passem por uma série de etapas envolvidas no processo de criação de um 

sistema de RAH.  

 

2.3 ETAPAS PARA RECONHECIMENTO DE ATIVIDADES HUMANAS 

 

Segundo Chen et al. (2011), o processo para RAH compreende diversas etapas tais 

como modelagem das atividades a serem reconhecidas, monitoramento e captura de dados de 

sensores, processamento de dados e finalmente reconhecimento de padrões. 

Em (BAYAT; POMPLUN; TRAN, 2014; LABRADOR; YEJAS, 2013) os autores 

definem que um sistema para RAH deve passar pelos processos de captura de dados das 

atividades, análise dos dados capturados, construção de classificador de atividade e tomada de 

decisão. 

Em  Ustev et al (2013) é enfatizado que os estágios para RAH são a captura de dados 

através de sensores, o processamento e segmentação dos dados, a extração de características e 

a classificação das atividades.  
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Para Safonov et al. (2015) as etapas para criação de sistemas de RAH consistem em 

coleta de dados e atribuição de classes, representação, criação de modelo classificador, 

avaliação e otimização. 

Ortiz (2015) cita 4 estágios pelo qual um sistema para RAH deve passar: 

sensoriamento, análise dos dados dos sensores, criação do modelo classificador e tomada de 

decisão. 

Relata-se em Bulling et al (2014) que os principais passos são sensoriamento, pré-

processamento dos dados, extração de características, treinamento e classificação. 

Ressalta-se que as etapas para a criação de um sistema de RAH é uma especialização 

do Knowledge Discovery in Databases (KDD) o qual é um processo iterativo, interativo e não 

trivial de identificação de novos padrões válidos, úteis e compreensíveis, tendo como 

vantagem  a extração de conhecimento de dados sem a necessidade de conhecimento prévio 

ou hipóteses (FAYYAD et al., 1996) . 

Baseado na literatura pode-se perceber então que as principais etapas para a criação de 

sistemas RAH são: a captura e pré-processamento dos dados, a extração de características, a 

construção do classificador e a avaliação do classificador. A Figura 2.1 ilustra essas etapas e 

nas próximas secções cada uma delas será detalhada. 

De forma geral,  na etapa de captura e pré-processamento de dados ocorre a escolha 

dos sensores e dispositivos a serem utilizados na coleta ou a escolha da fonte de dados que 

dispõe de um conjunto de atividades. Nessa fase também ocorre o tratamento inicial dos 

dados, a aplicação de filtros, a retirada ou a redução de ruídos inerentes à captura, por 

exemplo. 

Na etapa de extração de características o objetivo é obter as características que melhor 

representam o conjunto de dados em estudo. Após esse processo, as características extraídas 

servem como entrada para um algoritmo de Aprendizado de Máquina (AM) afim de que um 

modelo classificador seja construído. Em seguida, as atividades preditas são submetidas à 

etapa de avaliação para que o modelo de classificação seja validado de acordo com medidas 

de avaliação de desempenho. 
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Figura 2.1 Etapas de Sistemas de Reconhecimento de Atividades Humanas 

  

2.4 CAPTURA E PRÉ-PROCESSAMENTO DE DADOS 

 

Monitorar a atividade de uma pessoa em um ambiente é uma tarefa crucial para o 

RAH. Esse monitoramento é responsável pela captura das informações mais relevantes para a 

criação de sistemas que predizem atividades realizadas pelas pessoas (CHEN et al., 2011). 

Além do mais, tanto AmI quanto AVA precisam de informações dos usuários e do ambiente 

com o qual estes interagem para que sistemas inteligentes sejam criados (LARA; 

LABRADOR, 2013; ORTIZ, 2015). 

O reconhecimento de atividades humanas é realizado a partir de dados provenientes 

de sensores e os dados são capturados durante um período de monitoração contínua das 

atividades de um indivíduo, sendo que a coleta pode ser feita de diferentes maneiras (SILVA 

G., 2013).  
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2.4.1 SENSORES 

A escolha adequada dos sensores para esta coleta de dados é um dos primeiros 

elementos a se levar em consideração para a construção de sistemas de RAH (ORTIZ, 2015; 

SILVA C., 2013). 

Sensores externos normalmente são sensores dispostos no ambiente no qual as 

atividades de uma pessoa ou grupo de pessoas serão monitoradas. Nesse cenário podem ser 

utilizados como, por exemplo, sensores de áudio, de vídeo, de presença e de temperatura para 

se obter informações contextuais do ambiente (FU, 2016; GUO et al., 2016; LABRADOR; 

YEJAS, 2013; ORTIZ, 2015; SILVA G., 2013). 

Sensores vestíveis são sensores de tamanho reduzido que permitem o seu acoplamento 

ao corpo ou à vestimenta do usuário de modo que funcionam sem que o usuário precise 

manipulá-los todo tempo (BAYAR; YAYAN; YAZICI, 2016; RAVI et al., 2005; SILVA G., 

2013). Os sensores vestíveis são eficientes e relativamente menos custosos para a aquisição de 

dados de atividades humanas, principalmente as atividades físicas (CHEN et al., 2011; 

UDDIN et al., 2015). 

A Figura 2.2 exibe um cenário híbrido onde tanto sensores externos quanto sensores 

vestíveis são utilizados para o monitoramento de atividades humanas. 

 

Figura 2.2 Cenário Híbrido com utilização de sensores vestíveis  

1- Relógio com GPS, 2- Sensor de movimento, 3- sensor de sinais vitais, 4- 

Pedômetro, 5- Smartphone e sensores externos, 6- Sensor de presença, 7- Sensor de 

proximidade, 8- Sensor de luminosidade, 9- Sensor de abertura de porta, 10- Câmera de 

vídeo). Fonte: Adaptado de Ortiz (2015) 
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Na literatura existem diversos trabalhos relatando o uso de sensores como 

acelerômetros triaxial (AGUIAR et al., 2014; ANGUITA et al., 2013; BAYAT; POMPLUN; 

TRAN, 2014; FAN; WANG; WANG, 2013; KWAPISZ; WEISS; MOORE, 2011; ONIGA; 

SUTO, 2014; SILVA G., 2013; ZHANG et al., 2013, 2006), giroscópios (FU, 2016; 

LABRADOR; YEJAS, 2013; LI et al., 2008; NOURY et al., 2007; ORTIZ, 2015; ORTIZ; 

ONETO; SAM, 2016; SHOAIB et al., 2014), sensores cardíacos (ONIGA; SUTO, 2014), 

sensores de sinais vitais (LABRADOR; YEJAS, 2013) e imagens (CHAMBERS, 2002; FU, 

2016). 

Percebe-se uma grande utilização de acelerômetros e giroscópios nos mais diversos 

trabalhos e a razão por trás dessa ampla utilização pela comunidade científica se deve à 

miniaturização dos mesmos, pelo baixo consumo de energia e pela capacidade de fornecerem 

dados diretamente relacionados ao movimento (AGUIAR et al., 2014; CASALE; PUJOL; 

RADEVA, 2012; LABRADOR; YEJAS, 2013; SILVA G., 2013). 

Os smartphones são os dispositivos portáteis com os quais as pessoas mais interagem 

enquanto estão realizando suas atividades diárias (GHOSH; RICCARDI, 2014; ORTIZ, 2015; 

REISS; HENDEBY; STRICKER, 2013). Segundo a União Internacional de 

Telecomunicações (ITU, 2016) cerca de 95% da população mundial vive sobre uma área com 

cobertura dos smartphones. Apesar desse fato não representar a mesma proporção quanto ao 

acesso à internet e qualidade de conexão, isto mostra o poder de alcance e popularidade desses 

dispositivos no mundo inteiro. Dado o crescimento da popularidade e do poder 

computacional dos smartphones, estes vêm se tornando candidatos ideais para captura de 

dados de forma não-intrusiva (GUO et al., 2016; RASEKH; CHEN; LU, 2011). 

Além disso, os smartphones vêm incorporando diversos sensores tais como GPS, 

câmeras, sensores de luz, de direção, microfones, acelerômetros e giroscópios (KWAPISZ; 

WEISS; MOORE, 2011; LANE; MILUZZO; LU, 2010). Segundo Lane et al (2010) os 

acelerômetros e giroscópios foram incluídos aos celulares nos últimos anos e isso possibilitou 

o uso desses aparelhos na captura de dados de atividades humanas. 

 

2.4.1.1 ACELERÔMETRO 

Através desses sensores é possível medir não só acelerações (dinâmicas), como 

também inclinação, rotação, vibração, colisão e gravidade (acelerações estáticas), constituindo 

assim um sensor de elevada utilidade para projetos na área da eletrônica e robótica 

(FIGUEIREDO et al., 2007). 
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A aceleração e direção podem ser obtidos através de sensores de um, dois ou três 

eixos, utilizando acelerômetros uni, bi ou triaxiais, respectivamente, sendo que os 

acelerômetros triaxiais são os mais comuns nos dispositivos eletrônicos comerciais (ORTIZ, 

2015; PATSKO, 2006). 

A Figura 2.3 ilustra um smartphone com acelerômetro de 3 eixos representados pelas 

setas. Um acelerômetro triaxial é um sensor que retorna uma estimativa real da aceleração 

(dada em     ) ao longo dos eixos x, y e z do qual a velocidade e deslocamento também 

podem ser estimados, sendo muito adequados ao RAH (RAVI et al., 2005). 

Existem diversos tipos de acelerômetros, mas os que compõe atualmente a maioria dos 

dispositivos, incluindo celulares, são construídos com a tecnologia dos Sistemas 

Microeletromecânicos (do inglês, Microelectromechanical Systems MEMS) o qual permitiu a 

fabricação desses sensores a um baixo custo, com aumento em sua sensibilidade e diminuição 

em seu tamanho. 

Os acelerômetros possuem uma largura de banda que indica a frequência com a qual o 

componente medirá a aceleração e atualizará o sinal de saída. Em Maurer et al. (2006)  foram 

estudadas as mudanças dessa faixa entre 10Hz e 100Hz e foi percebido que não há um ganho 

significativo na taxa de acerto do sistema com bandas acima de 20Hz para determinadas 

atividades. 

 

 

Figura 2.3 Representação de smartphone com acelerômetro e giroscópio de 3 eixos. 

 

Foi estudado também em Lara e Labrador (2013) e  Maurer et al. (2006) outro ponto 

importante desses sensores que diz respeito a amplitude do sinal que geralmente varia de     
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até     (essa faixa de amplitude mostrou-se suficiente para a criação de sistemas de RAH), 

onde              que representa a aceleração da gravidade. Aliás, o efeito da gravidade, 

segundo Ortiz (2015), pode influenciar negativamente a detecção do movimento do corpo, 

sendo necessária a aplicação de algum filtro para a eliminação desse efeito. 

 

2.4.1.2 GIROSCÓPIO 

Um giroscópio é um sensor que mede a orientação no espaço de determinado objeto ou 

corpo (WOODMAN, 2009).  Em outras palavras, um giroscópio é um dispositivo que permite 

medir quão rápido o objeto gira em relação a um sistema de referência inercial, o que é 

conhecido como velocidade angular (FORHAN, 2010).  Eles podem estimar com certa 

precisão a velocidade angular (magnitude e direção) e por isso podem ser utilizados para o 

reconhecimento de atividades humanas (ORTIZ, 2015). 

Os giroscópios são bastante utilizados em sistemas de navegação e para aumento de 

estabilidade de aeronaves, por exemplo, e ultimamente vêm sendo acoplados aos 

smartphones. Assim como os acelerômetros é possível que sua medida seja feita em relação a 

um, dois ou três eixos e também podem ser produzidos a partir da tecnologia MEMS. A 

Figura 2.3 ilustra um smartphone também com giroscópio de 3 eixos representados pelas setas 

em rotação. 

 

2.4.2 ATIVIDADES HUMANAS 

Além da escolha dos sensores, outro fator importante no que discerne aos sistemas de 

RAH está relacionado à escolha das atividades a serem reconhecidas, as quais podem 

influenciar o modo como o sistema é projetado e implementado (AGGARWAL; RYOO, 

2011; CHEN et al., 2011; LABRADOR; YEJAS, 2013; ORTIZ, 2015; SHOAIB et al., 2015; 

SILVA G., 2013). 

De forma geral as atividades podem ser classificadas de acordo com sua duração e 

complexidade (ORTIZ, 2015), ou ainda, de acordo com o seu tipo (AGGARWAL; RYOO, 

2011; LARA; LABRADOR, 2013). 

   Baseado na literatura, a Tabela 2.1 apresenta atividades organizadas de acordo com 

sua duração, complexidade e tipos mais comuns de atividades em sistemas de RAH.  As 

atividades curtas se caracterizam por serem eventos de pequena duração e abrangem gestos e 

transições entre movimentos. As atividades básicas se caracterizam por serem um pouco mais 
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demoradas que os eventos curtos, com movimentos repetidos e ações cíclicas. Já as atividades 

complexas são atividades que requerem união entre um conjunto de atividades básicas e 

rápidas, podendo depender de mais usuários (LABRADOR; YEJAS, 2013; ORTIZ, 2015). 

 

Tabela 2.1 Classificação de atividades por duração, complexidade e tipos. 

Duração/ 

Complexidade 

Tipos de 

Atividade 

Descrição Exemplos de Atividades 

Eventos curtos Gestos Movimentos básicos de 

uma parte específica do 

corpo da pessoa. 

Levantar a mão, abaixar uma 

perna, balançar a cabeça, 

sorrir. 

Atividades 

básicas 

Estáticas  

 

Movimentos temporários de 

uma pessoa que podem ser 

compostos de múltiplos 

gestos. 

Caminhar, correr, 

pedalar,sentar, ler, ficar de 

pé, subir e descer escadas. Dinâmicas 

Atividades 

Complexas 

Interações Movimentos que envolvem 

duas ou mais pessoas e/ou 

objetos. 

Cumprimentar com as mãos, 

passar um livro para outra 

pessoa, dança, marchas e 

reuniões em grupo. Atividades em 

grupo 

Compostos de movimentos 

de múltiplas pessoas 

interagindo ou não com 

objetos. 

 

 

O foco dos sistemas de RAH utilizando acelerômetros e giroscópios concentra-se em 

reconhecer atividades básicas devido à limitação de número e localização dos sensores a 

serem acoplados no indivíduo (SILVA G., 2013). A Figura 2.4 ilustra as atividades básicas 

exemplificadas na Tabela 2.1 como subir escadas, descer escadas e ficar de pé, exibindo os 

sinais obtidos durante aproximadamente 2.56 segundos por acelerômetro e giroscópio. 
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Figura 2.4 Ilustração de sinais obtidos por acelerômetro e giroscópio de atividades 

básicas  
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2.4.3 PRÉ-PROCESSAMENTO DE DADOS 

Os dados coletados geralmente carregam uma série de ruídos inerentes ao processo de 

captura. Além de ruídos também é possível que os dados brutos contenham algum tipo de erro 

devido ao mau funcionamento e calibração dos sensores, devido ao erro no procedimento das 

atividades escolhidas ou ainda interferência eletromagnética (BULLING; BLANKE; 

SCHIELE, 2014; CHAUDHARY et al., 2016; GUIRY; VAN DE VEN; NELSON, 2012; 

SAFONOV et al., 2015). 

Dessa forma, os dados brutos precisam passar por um pré-processamento a fim de se 

remover erros e ruídos de modo a preparar os dados para a etapa de extração de 

características. Geralmente o pré-processamento inclui etapas de: Remoção de dados 

inesperados, Interpolação, Filtro de ruídos e Normalização e sincronização dos dados 

capturados (UDDIN et al., 2015). 

De acordo com Uddin et al (2015), uma das técnicas para a remoção de dados 

inesperados se baseia em  métodos que utilizam limiares e para a interpolação, tratamentos de 

dados ausentes, normalmente usa-se técnicas estatísticas. 

Podem-se usar diversos tipos de filtros para a eliminação de ruídos como os passa-

baixa, passa-alta, Gaussianos e Laplacianos. Para RAH normalmente são utilizados filtros 

passa-baixa e passa-alta (UDDIN et al., 2015). Em alguns casos é necessário a aplicação de 

filtros para a remoção dos efeitos da aceleração gravidade nos dados a fim de se estabelecer 

uma distinção entre a aceleração provocada pela movimentação do corpo da pessoa com o da 

gravidade (AVCI et al., 2010; ORTIZ, 2015).  

Após o tratamento inicial dos dados para remoção de ruídos e erros em geral, os 

mesmos precisam ser segmentados. A segmentação de sinais contínuos de sensores é uma 

tarefa difícil, pois a realização de atividades humanas é separada por pausas e o limite entre 

essas pausas não são bem definidos (BULLING; BLANKE; SCHIELE, 2014).   

A forma mais comum de segmentação é através de janelamento, no qual os dados das 

atividades são divididos em janelas de mesmo tamanho, sem que haja pausas (SILVA C., 

2013). Essa técnica pode fazer com que o ciclo de uma atividade não esteja dentro de um 

segmento, por esse motivo é crucial uma escolha adequada do número de amostras dos dados 

que constituirão uma janela. Sendo assim, o uso de uma janela suficientemente grande é 

indicada para conter o ciclo da atividade inteira (BAO; INTILLE, 2004), apesar disso 

representar um maior tempo de processamento (BULLING; BLANKE; SCHIELE, 2014) e 
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gerar o problema de mais de um ciclo de atividade dentro da mesma  janela (LABRADOR; 

YEJAS, 2013). 

A Figura 2.5, adaptada de  Silva G. (2013), ilustra a segmentação dos dados do eixo X 

de um acelerômetro realizada por  janelamento de 2.56s com overlap de 50%, resultando em 6 

janelas de 128 amostras/janela. 

 

 

Figura 2.5 Exemplificação de segmentação de 2.56s ou 128 amostras/janela com 

overlap de 50%. 

 

Na literatura há diferentes tamanhos de janelas sendo usados desde 0.08 segundos 

(BERCHTOLD et al., 2010) até mais que 30 segundos por ciclo (TAPIA et al., 2007). 

Em sistemas RAH a segmentação de dados em janelas de tamanho fixo é também 

importante para um menor gasto de energia por parte dos sensores, já que os mesmos não 

precisariam ficar o tempo todo ligados, enviando dados para um servidor (LABRADOR; 

YEJAS, 2013). 

 

2.5 EXTRAÇÃO DE CARACTERÍSTICAS 

 

Com os dados coletados e pré-processados, a etapa seguinte é a extração de 

características que é uma abstração dos dados brutos capaz de representar as principais 

características dos mesmos. Essas características extraídas serão posteriormente repassadas 

para a etapa de identificação de atividades (SHOAIB et al., 2015). 
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Cada seguimento gerado a partir da etapa anterior do processo de RAH ( pré-

processamento dos dados) dá origem a algumas características. Para Bin Abdullah et al.( 

2012), as características podem ser classificadas em 4 categorias: características da 

magnitude, características da frequência, características da correlação e outras características. 

As características da magnitude são as mais utilizadas pelos autores para RAH e  a 

categoria engloba o valor da magnitude dos sensores como, por exemplo, o valor bruto dos 

eixos, média, desvio padrão, mínimo, máximo e média absoluta. As baseadas na frequência 

geralmente são extraídas a partir da Transformada Rápida de Fourier (do inglês, Fast Fourier 

Transform FFT) e abrangem a entropia, frequência máxima, energia, média e desvio padrão 

da FFT. As características da correlação caracterizam-se pelo uso da correlação entre os eixos 

ou outras características extraídas no processo (BIN ABDULLAH et al., 2012). 

Em Figo et al. (2010), o autor classifica as características em 3 categorias: domínio do 

tempo, domínio da frequência e domínio discreto. As características podem ser extraídas do 

domínio do tempo através de métricas de matemática simples e estatísticas a partir de dados 

brutos dos sensores e são as mais utilizadas por algoritmos de RAH. As características do 

domínio da frequência são extraídas com o uso da FFT e vêm sendo amplamente utilizadas 

para capturar a natureza repetitiva do sinal de um sensor (SEFEN et al., 2016). A categoria do 

domínio discreto surgiu de um recente interesse em transformar sinais de acelerômetros e de 

outros sensores em uma palavra de símbolos discretos. 

Em Lara e Labrador(2013) as características são compiladas para sinais de 

acelerômetro em 3 grupos principais: domínio do tempo, domínio da frequência e outras 

conforme ilustra a Tabela 2.2. 

As características do domínio do tempo de do domínio da frequência vêm sendo 

amplamente utilizadas para buscar as principais informações nos sinais de acelerômetro e 

giroscópios (LE; NGUYEN, 2015). 

Tabela 2.2 Grupos de características e métodos pelos quais as mesmas são extraídas. 

Fonte: Adaptado de Lara e Labrador (2013) 

Grupo Métodos 

Domínio do tempo Média, desvio padrão, variância, desvio de 

média absoluta, correlação entre eixos e 

entropia 

Domínio da frequência Transformada de Fourier, Transformada 

Discreta de Cousine 

Outras Principal Component Analysis (PCA), Linear 

Discriminant Analysis (LDA) e modelos 

autoregressivos 
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Segundo Ortiz (2015) uma seleção de características pode ser aplicada nessa etapa a 

fim de se aumentar o desempenho na etapa de classificação. A seleção de características diz 

respeito ao processo de seleção do conjunto de características mais relevantes para o 

problema, diferenciando da extração de características que visa uma diminuição na 

dimensionalidade dos dados em relação aos dados originais. A vantagem de ambas é que 

reduzem a dimensionalidade do problema, permitindo que as atividades sejam mais 

facilmente diferenciadas entre si. 

 

2.6 CLASSIFICAÇÃO DE ATIVIDADES 

 

Após a extração de características, obtidas a partir de janelas de amostras dos sinais 

dos sensores, é necessário aplicar-se um algoritmo capaz de aprender os padrões contidos 

nesse conjunto de dados. Nesse sentido, algoritmos de Aprendizado de Máquina são utilizados 

nessa etapa, haja vista que são definidos como o processo de indução de uma hipótese ou de 

aproximação de uma função a partir da experiência passada (FACELI; LORENA, 2011). 

Outra definição de AM descrita na literatura é como sendo o processo de 

desenvolvimento e avaliação de sistemas capazes de aprender a partir de dados (ORTIZ, 

2015) ou ainda como a capacidade de descoberta de padrões a partir de um conjunto de dados 

(LABRADOR; YEJAS, 2013). 

Geralmente algoritmos de AM são classificados em 3 grupos: aprendizado 

supervisionado, não supervisionado e semi supervisionado. 

O aprendizado supervisionado diz respeito ao aprendizado cujas classes são rotuladas 

sob supervisão de forma manual (CHEN et al., 2011), por vídeo (ANGUITA et al., 2013) ou 

através de uma agenda de atividades (LARA et al., 2012), por exemplo. Já no aprendizado não 

supervisionado o algoritmo tenta descobrir sozinho relações, padrões, regularidades ou 

categorias nos dados que lhe vão sendo apresentados durante o treinamento. 

A combinação dos aprendizados supervisionado e não supervisionado gera o grupo de 

aprendizado semi supervisionado no qual, normalmente, um pequeno grupo de classes 

devidamente rotuladas são integrados com um grande número de amostras sem rótulos 

durante o processo de aprendizagem. 
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Tabela 2.3 Tipos de algoritmos de AM mais utilizados em RAH 

Algoritmo de AM Trabalhos relacionados 

Árvore de decisão (ANJUM; ILYAS, 2013; BAYAT; 

POMPLUN; TRAN, 2014; FAN; WANG; 

WANG, 2013; LEE et al., 2015; SINGH; 

GARG, 2016; YAN; ABERER, 2012) 

Naive Bayes (LANE et al., 2011; MARTÍN et al., 2013; 

SEFEN et al., 2016; SHOAIB et al., 2016) 

k-NN (CHETTY; WHITE, 2016; KOSE; INCEL; 

ERSOY, 2012; USTEV; INCEL; ERSOY, 

2013) 

SVM (ORTIZ et al., 2016; ORTIZ, 2015; RAVI 

et al., 2005; SEFEN et al., 2016; 

STEWART et al., 2012) 

Redes Neurais Artificiais (AGUIAR et al., 2014; BAYAT; 

POMPLUN; TRAN, 2014; KWAPISZ; 

WEISS; MOORE, 2011; ONIGA; SUTO, 

2014; ZHANG et al., 2013) 

 

 

Os algoritmos de aprendizado supervisionado são referidos como classificação quando 

o rótulo das classes são discretos, sendo o tipo de AM mais utilizado para RAH 

(LABRADOR; YEJAS, 2013). A Tabela 2.3 exibe os tipos de algoritmos mais utilizados para 

a criação de sistemas de RAH de acordo com a literatura e serão descritos brevemente a 

seguir. 

Árvore de decisão: é um modelo de classificação baseado em uma estrutura 

hierárquica de regras no qual o problema é dividido em subproblemas de forma recursiva até 

que uma solução seja gerada, além disso  são ferramentas de fácil entendimento e flexíveis. 

ID3 (QUINLAN, 1986)  e C4.5 (QUINLAN, 1993) são os algoritmos mais comuns de árvores 

de decisão. 

Naive Bayes: é um classificador baseado na teoria Bayesiana que tenta estimar a 

probabilidade de um dado ou padrão, representados por um conjunto de características, 

pertencentes à determinada classe. 

k- Nearest Neighbors (k-NN): k- vizinhos mais próximos é um método determinístico 

de aprendizado que explora similaridades entre os k vizinhos mais próximos e os dados que se 

deseja classificar . Os k vizinhos mais próximos são identificados e  é feita uma previsão da 

classe para determinado dado,  sendo que as previsões de diferentes vizinhos são agregadas 

para realizar a classificação. Um dos problemas desse método é quando se tem uma alta 

dimensionalidade dos dados, uma vez que o vizinho mais perto, nesse caso, pode estar muito 
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distante. Há versões desse algoritmo que tratam desse problema com técnicas para redução na 

dimensionalidade. 

Máquina de Vetores de Suporte ou Support Vector Machine (SVM): o objetivo 

desse método é encontrar o melhor hiperplano que separa dados de diferentes classes com a 

maior margem que for possível, de forma que a margem encontrada é a distância entre o dado 

que se deseja classificar e o hiperplano de separação. 

Redes Neurais Artificiais (RNA): é uma abordagem de AM inspirada na biologia por 

trás do funcionamento dos neurônios. Neurônios artificiais são unidades de processamento 

interligados entrem si que recebem uma entrada e através de um conjunto de pesos estimam 

uma saída. De forma geral tentam simular o funcionamento cérebro e as interconexões entre 

os neurônios para aprender e extrair conhecimento dos dados.  

 

2.7 AVALIAÇÃO DO CLASSIFICADOR 

 

Após desenvolvimento do sistema de classificação das atividades é necessário que a 

precisão do classificador seja avaliada com alguma técnica de medida de desempenho. 

Normalmente utiliza-se a medida de erro de precisão e análise da matriz de confusão para esta 

tarefa.  

O desempenho deve ser calculado de forma que permita avaliar o poder de 

generalização durante a classificação de modo a evitar problemas como o sobreajuste, ou 

overfitting, que acontece quando o classificador é muito bom apenas para os dados que 

utilizou durante o treinamento e muito ruim quando apresentado dados ainda não vistos pelo 

mesmo. 

Uma forma simples de se evitar sobreajuste é separando-se previamente os dados em 

dados de treinamento, validação e teste. Os dados de treinamento são utilizados para 

desenvolver o sistema classificador (treinamento), os dados de validação para análise da 

generalização do classificador e os dados de teste para avaliação do mesmo. 

Pode-se ainda utilizar a validação cruzada para treinar o classificador com partes 

diferentes dos dados durante o treinamento e validação de forma recursiva até o final de n 

rodadas, e então avaliando-se a média dos resultados das n interações do processo. 
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A avaliação do classificador baseada no erro é obtida observando-se quantas predições 

o classificador   fez incorretamente, comparando-se a classe esperada de   ,   , com a classe 

predita pelo classificador      , sendo o erro obtido através da equação 2.1: 

           
 

 
            

 
          (2.1) 

A taxa de erro     varia entre 0 e 1, onde  valores próximos de 0 representam 

melhores resultados (FACELI; LORENA, 2011). 

Outra forma bastante comum de se avaliar o desempenho de um classificador é através 

da matriz de confusão. A matriz de confusão, como ilustrada na Figura 2.6 nos permite 

identificar de forma clara os tipos de erros ocorridos (falso positivo(FP) e falso negativo(FN))  

e os tipos de acertos (verdadeiro positivo(VP) e verdadeiro negativo(VN)). 

 

 

Figura 2.6 Matriz de confusão genérica.  

Fonte: Adaptado de Faceli e Lorena(2011) 

 

A acurácia ou taxa de acerto é o complemento da taxa de erro, podendo ser obtida pela 

equação 2.2 ou equação 2.3:  

                                                                                                                           (2.2) 

                                                             
     

           
                                                   (2.3) 

 

Além do erro e análise da matriz de confusão para avaliação do desempenho, pode-se 

usar também outras medidas como precisão, sensibilidade e especificidade. 

 A precisão é a proporção de exemplos positivos classificados corretamente entre todos 

aqueles preditos como positivos sendo calculada através da equação 2.4: 

                                                                  
  

      
                                                       (2.4) 

A sensibilidade corresponde à taxa de acerto na classe positiva, conforme a equação 

2.5:   
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                                                       (2.5) 

 

 Uma sensibilidade alta indica a capacidade de um sistema em classificar corretamente 

a atividade para casos positivos, ou seja, para os casos em que ela classificou que a atividade 

X era de fato a X, por exemplo.  

 Já a especificidade corresponde à taxa de acerto na classe negativa, de acordo com a 

equação 2.6: 

                                                                   
  

      
                                                        (2.6) 

 

 A especificidade indica a capacidade do sistema em indicar corretamente quando o 

sistema acusa que não é era a atividade X e de fato não era a X, por exemplo. 

Considerando que VP, VN, FP e FN das Equações 2.3, 2.4, 2.5 e 2.6 referem-se a: 

 VP corresponde ao número de verdadeiros positivos, ou ainda, ao número de 

amostras da classe positiva classificadas corretamente. 

 VN corresponde ao número de verdadeiros negativos, isto é, ao número de 

amostras da classe negativa classificadas corretamente. 

 FP corresponde ao número de falsos positivos, ou ainda, ao número de 

amostras cuja classe verdadeira é negativa, mas que foram classificadas 

incorretamente como pertencendo à classe positiva. 

 FN corresponde ao número de falsos negativos, isto é, ao número de amostras 

que pertencem à classe positiva, mas que foram incorretamente classificados 

como da classe negativa.  
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3 REDES NEURAIS ARTIFICIAIS AUTO-ASSOCIATIVAS 

 

3.1 CONSIDERAÇÕES INICIAIS 

 

A realização de tarefas consideradas simples, como a realização de atividades físicas, a 

interação com o ambiente e o reconhecimento de objetos são possíveis, principalmente, pelo 

poder de processamento e aprendizado da estrutura biológica do cérebro humano. Inspirados 

nesse poder de aprendizado, em 1943, Warrem McCulloch e Walter Pitts começaram a 

estudar a estrutura do cérebro visando utilizar o conhecimento obtido para o desenvolvimento 

de sistemas de aprendizado. 

A partir de então, diversos pesquisadores vêm implementando e contribuindo para 

estruturas de Redes Neurais Artificiais (RNA) mais eficazes. 

Neste capítulo serão apresentados alguns fundamentos básicos importantes a respeito 

de Redes Neurais Artificiais, sendo então introduzida a rede neural auto-associativa que é a 

rede utilizada para o desenvolvimento do sistema de RAH proposto neste trabalho. 

 

3.2 REDES NEURAIS ARTIFICIAIS 

 

As RNAs são sistemas computacionais distribuídos compostos de unidades de 

processamento simples (neurônios artificiais) que computam funções matemáticas, 

interconectadas e dispostas em uma ou mais camadas. Essas conexões, as sinapses, possuem 

um peso associado que ponderam a entrada recebida pelo neurônio. A Figura 3.1 exibe a 

estrutura básica de um neurônio artificial. 

 

Figura 3.1 Estrutura básica de um neurônio artificial 
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O neurônio artificial computa uma função   sobre a soma ponderada das m entradas 

gerando uma saída y dada pela equação 3.1:  

 

           
 
          (3.1) 

 

sendo    a i-ésima entrada para o neurônio,     o peso sináptico que pondera a entrada xi e     

a função de ativação ou função de transferência. 

As funções de ativação comumente utilizadas na literatura são: linear, limiar ou degrau 

e sigmoidal. O uso da função linear (Figura 3.2(a))  retorna como saída o valor de u. Na 

função limiar (Figura 3.2(b)) é definido o resultado da função como sendo 1 ou 0 de forma 

alternada (-1 também pode ser utilizado). A função sigmoidal (Figura 3.2(c)) é uma 

representação aproximada, contínua e diferenciável da função limiar. 

 

Figura 3.2 Funções de ativação que podem ser utilizadas por um neurônio artificial 

 

Outro ponto importante no que diz respeito às RNAs é sobre o processo de 

aprendizado da rede. Segundo Bernarda et al (2000) o aprendizado é um processo pelo qual os 

parâmetros de uma rede neural são ajustados com o intuito de fazer com que o modelo 

obtenha melhor desempenho. O tipo de aprendizagem é determinada pela maneira pela que o 

ajuste dos parâmetros ocorre (HAYKIN et al., 2009). Existem diversos algoritmos de 

treinamento que definem como o valor de cada peso deve ser alterado, geralmente sobre um 

conjunto específico de regras bem definidas. 



25 

 

 

Os principais paradigmas de aprendizado são supervisionado e não supervisionado. No 

aprendizado supervisionado as entradas e saídas são fornecidas por um supervisor cuja função 

é observar as respostas da rede para cada entrada e assim ajustar os parâmetros para que se 

possa encontrar uma ligação entre os dados de entrada e de saída. Já no aprendizado não 

supervisionado não há esse supervisor intervindo no processo, de tal forma que a rede deve 

aprender a partir de técnicas de agrupamento, por exemplo. 

Um algoritmo supervisionado bastante relatado e utilizado na literatura para ajuste dos 

pesos é o algoritmo Backpropagation que utiliza amostras rotuladas (entrada e saída esperada) 

por meio de um mecanismo de correção de erros em duas etapas.  

Na primeira etapa, chamada de forward ou ainda simplesmente de computação para 

frente, obtém-se a saída da rede através da amostra de entrada, processando os dados partindo-

se da camada de entrada, passando pelas camadas intermediárias até alcançar a camada de 

saída. Na segunda etapa, chamada de backward ou computação para trás, é utilizado o erro 

(diferença entre a saída esperada e a saída obtida pela rede), para atualização dos pesos 

sinápticos da camada de saída até a primeira a camada intermediária (FACELI; LORENA, 

2011; HAYKIN et al., 2009). Mais detalhes sobre o funcionamento interno do algoritmo e 

suas particularidades podem ser encontrados em Bernarda et al. (2000), Faceli e Lorena 

(2011) e Haykin et al. (2009).  

Um problema que pode ocorrer e deve ser evitado no processo de aprendizado é o de 

super especialização, ou overfitting, no qual a rede fica especialista no conjunto de dados de 

treinamento e acaba perdendo o poder de generalização, gerando resultados ruins para novas 

amostras. Sendo assim, uma forma de se evitar o overfitting é através da validação cruzada, ou 

cross validation, em que os dados são divididos em 3 subconjuntos diferentes entre si: treino, 

validação e teste.  

A cada interação do processo de treinamento o subconjunto de validação é submetido 

à rede para que se avalie o erro quadrático médio gerado entre a saída obtida e a saída 

desejada de modo que se o erro de validação começar a aumentar muito sem diminuir em 

determinado número de gerações (perda do poder de generalização), pode-se interromper o 

processo, ficando a critério do supervisor as modificações dos parâmetros da rede. 
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3.2.1 PERCEPTRON MULTICAMADAS 

As redes Perceptron de Múltiplas Camadas (MLP do inglês Multilayer Perceptron) 

apresentam uma ou mais camadas intermediárias (ou ainda camada escondida) de neurônios e 

uma camada de saída. A função das camadas escondidas é intervir entre a camada de entrada e 

a de saída da rede de forma útil (HAYKIN et al., 2009). São consideradas redes 

aproximadoras universais, podendo realizar qualquer tipo de mapeamento linear ou não-linear 

entre as entradas e saídas de um determinado sistema.  

A Figura 3.3 ilustra uma rede MLP totalmente conectada, onde todos os neurônios de 

uma camada estão conectados com os neurônios da camada seguinte.  

 

Figura 3.3 Arquitetura de uma rede MLP de duas camadas escondidas.  

Fonte: Adaptado de Haykin et al.(2009) 

 

A camada de entrada recebe o sinal de entrada e os envia para a camada seguinte. As 

camadas escondidas são responsáveis pelo processo de aprendizado que é feito através do 

processamento em cada neurônio. A função implementada por um neurônio de uma dada 

camada é uma combinação das funções processadas pelos neurônios da camada anterior que 

estão a ele ligados (FACELI; LORENA, 2011). A camada de saída recebe o resultado do 

processamento das camadas anteriores e fornece uma resposta relacionada a uma das classes 

presentes no conjunto de dados. 
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3.3 REDES NEURAIS ARTIFICIAIS AUTO-ASSOCIATIVAS 

 

Uma Rede Neural Auto-Associativa (RNAA), representada na Figura 3.4, é um tipo 

especial de MLP  na qual o número de entradas  é igual ao número de saídas , sendo a rede 

treinada para realizar o mapeamento de identidade, onde a saída deverá ser aproximadamente 

igual a entrada (BALDI, 2012; BASCOL et al., 2016). 

 

Figura 3.4 Ilustração de uma rede neural auto-associativa com camada intermediária 

com menos neurônios do que as camadas de entrada e saída.  

Fonte: Adaptado de Haykin et al.(2009) 

 

A camada intermediária ou de estrangulamento, geralmente contém menos neurônios 

que a camada de entrada e saída (nesse caso costuma ser chamada de autoencoder), e codifica 

as informações das entradas que serão posteriormente reconstruídas nas saídas. Se o 

treinamento da rede resultar em uma solução aceitável, de baixo erro, então a camada 

intermediária funciona como camada codificadora que permite que a rede armazene somente 

conhecimento relacionado às principais características do conjunto de dados de entrada. 

As RNAAs foram inspiradas na Análise de Componentes Principais não Lineares 

(NLPCA, do inglês Nonlinear Principal Component Analysis)(KRAMER, 1991). A NLPCA é 
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uma técnica para análise multivariada de dados, similar ao método de Análise de 

Componentes Principais (PCA, do inglês Principal Component Analysis), e é usada para 

identificar e remover correlações entre variáveis de um problema, para auxílio na redução de 

dimensionalidade, para visualização e análise exploratória de dados. 

Para Kramer (1991) a camada intermediária da rede auto-associativa pode ter tanto 

funções de ativação lineares como não lineares. Quando uma função linear é utilizada, o 

mapeamento de entrada para camada intermediária é similar ao da PCA, de forma que a 

informação é projetada ao longo da direção dos eixos ortogonais (autovetores) com a 

variância minimizada, e com grande perda de informação. Porém, quando a função de 

ativação é não linear, o mapeamento se torna semelhante ao da NLPCA gerando melhores 

características (MIRANDA; CASTRO; LIMA, 2012). 

As RNAAs vêm geralmente sendo utilizadas para problemas de compressão de dados, 

extração de características, processamento digital de imagens e restauração de dados ausentes. 

No entanto, diversos trabalhos vêm sendo apresentados na literatura com RNAAs para 

problemas de classificação (CHAKROBORTY, 2013; IVERSEN; TAYLOR; BROWN, 2005, 

2006, MIRANDA; CASTRO; LIMA, 2011, 2012) . 

No caso do uso das RNAAs para problemas de classificação, não existe a necessidade 

do número de neurônios na camada escondida ser menor do que da camada de entrada e saída. 

O que se almeja somente é a capacidade da RNAA de realizar o mapeamento de identidade, 

guardando em seus pesos as características dos padrões/dados utilizados para o treinamento da 

rede. Após o treinamento da rede, ao se apresentar para a rede padrões que não fazem parte da 

distribuição dos dados utilizados no treinamento, a rede não responderá adequadamente. 

 

3.4 ESTADO DA ARTE DE REDES NEURAIS ARTIFICIAIS APLICADAS A 

RAH 

 

Esta seção apresenta um panorama  dos estudos relacionados a RAH através de RNAs, 

explicitando os trabalhos julgados mais relevantes. 

No trabalho de Khan et al. (2010), com dados obtidos a partir de acelerômetro, foi 

proposto o reconhecimento de 15 atividades diferentes, inclusive as transições entre elas. A 
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acurácia obtida nesse trabalho foi de 97,90% utilizando MLP juntamente com método de 

autoregressão. 

Em Silva G. (2013) , com dados obtidos a partir de acelerômetro, foi proposto o 

reconhecimento de 8 atividades diferentes. Nesse trabalho, além de outros métodos, foi 

utilizada uma MLP para a classificação das atividades com acurácia aproximadamente de 

90,91%. 

Em Bayat et al. (2014) são utilizados dados de acelerômetro de smartphones para fazer 

reconhecimento de 6 atividades humanas através de 6 classificadores diferentes, dentre eles 

uma MLP  que apresentou melhor desempenho individual, sendo que  o melhor desempenho 

global foi obtido utilizando a MLP em conjunto com  LogistcBoost e SVM. A acurácia média 

obtida nesse trabalho foi de 91,15%. 

No trabalho de Oniga e Suto (2014), através de uma RNA e dados obtidos a partir de 

acelerômetro e de um monitor cardíaco, se propõem um sistema de reconhecimento de 10 

atividades humanas, 6 posturas dos braços, 5 posturas do corpo e atividades estáticas ou 

dinâmicas com o objetivo de auxilio para pacientes em tratamento. A acurácia do sistema 

desenvolvido foi de 99%. 

Em Jiang (2015) são utilizados dados de acelerômetro e giroscópios de smartphones 

para gerarem  imagens as quais serviram como entrada para redes neurais do tipo Deep 

Convolutional Neural Networks (DCNN). Para testarem a eficácia do método os autores 

utilizaram 3 bancos de dados públicos diferentes e além disso propuseram uma nova 

abordagem chamada de DCNN+ a qual obteve menor custo computacional se comparado à 

DCNN original e acurácia média de 98,45% para os 3 bancos de dados. 

Em Safi et al. (2015) são utilizados dados de acelerômetro para fazer reconhecimento 

de 12 atividades humanas através de 7 classificadores diferentes, dentre quais uma MLP que 

apresentou resultado de 83.61% de acurácia. 

Em Wang (2016) foram capturados dados de acelerômetro, giroscópio e magnetômetro 

de 8 voluntários. Os autores propuseram uma técnica baseada em Continuous Autoencoders 

(CAE) para a classificação de 19 diferentes atividades utilizando características extraídas dos 

sinais brutos de um ou mais sensores em conjunto. O melhor resultado, acurácia de 98,4%, foi 

obtido a partir da junção de dados de acelerômetro e magnetômetro. 
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Em Hammerla et al. (2016) foi utilizado Convolutional Neural Networks (CNN) para 

realizar a classificação de atividades de 3 bases de dados. Para uma das bases, composta de 12 

atividades cujos sinais foram capturados com diversos sensores como acelerômetro, 

giroscópio e magnetômetro, o melhor resultado foi encontrado através da métrica F1-score de 

93,7%. 
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4 REDES NEURIAS AUTO-ASSOCIATIVAS PARA RAH 

 

4.1 CONSIDERAÇÕES INICIAIS 

 

Como enfatizado na seção 2.1 o RAH é uma área de pesquisa importante e 

desafiadora, com muitas aplicações na área da saúde, ambientes inteligentes e segurança 

domiciliar e vem sendo estudada há anos, com pesquisadores da área propondo diferentes 

soluções para o problema (BAYAT; POMPLUN; TRAN, 2014; RASEKH; CHEN; LU, 

2011). Através de RAH é possível criar sistemas que atuem nos mais variados tipos de 

ambientes, proporcionando inteligência aos mesmos. 

Considerando a importância do desenvolvimento de sistemas de RAH, neste capítulo 

será apresentada uma nova metodologia para o reconhecimento de atividades. 

O sistema de RAH proposto é baseado em Redes Neurais Auto-Associativas e foi 

desenvolvida com dados disponíveis em um banco de dados público de Anguita et al. (2013) 

que contém dados relacionados à seis atividades básicas: ficar de pé, sentado, deitado, 

caminhar, descer escadas e subir escadas. O banco de dados público foi gerado utilizando-se 

um smartphone para a captura dos sinais (sensores acelerômetros e giroscópio) e 

disponibiliza, além dos sinais, características extraídas no domínio do tempo e da frequência. 

Vale ressaltar que outros bancos de dados de RAH como em Frank et al.(2010), 

Medrano et al. (2014) e Vavoulas et al. (2013), além do utilizado neste trabalho, estão sendo 

disponibilizados por seus autores para facilitar as comparações de eficiência entre 

metodologias propostas para RAH. Porém utilizamos este banco de dados por ser bastante 

completo, não possuir dados ausentes e ser muito relatado pela comunidade científica, além 

disso esta base foi validada em uma competição realizada em uma sessão especial de "Human 

and Motion Disorder Recognition at the European Symposium on Artificial Neural Networks" 

em 2013. 

Este capítulo inicialmente faz uma descrição detalhada da base de dados utilizada. Em 

seguida a metodologia é descrita, seguindo então a discussão dos resultados obtidos. 
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4.2 BASE DE DADOS 

 

A base de dados utilizada neste trabalho foi obtida em Anguita et al. (2013), fonte dos 

trabalhos em Anguita et al. (2013), Kastner et al. (2013), Ortiz et al. (2016), Ortiz (2015), 

Reiss et al. (2013) e Romera-Paredes et al. (2013). Existem duas versões desta base, sendo 

que a primeira versão, a qual é a utilizada nesta dissertação, é composta por seis atividades 

básicas que são o foco dessa pesquisa, enquanto que a segunda versão possui, além das seis 

atividades básicas, movimentos de transição entre uma atividade e outra. 

A seguir será dada uma breve descrição sobre como foi realizada a captura dos dados e 

o pré-processamento, sendo que  para mais detalhes (ANGUITA et al., 2013) pode ser 

consultado. 

Os experimentos para captação dos dados foram realizados com um grupo de 30 

voluntários com idades entre 19-48 anos. Os voluntários realizaram um protocolo composto 

por 6 atividades básicas: 3 posturas estáticas (ficar de pé, sentado e deitado) e 3 atividades 

dinâmicas (caminhar, descer escadas e subir escadas). 

Foram capturadas a aceleração e a velocidade angular a uma taxa constante de 50 Hz, 

utilizando o acelerômetro e o giroscópio de um  smartphone, o qual permaneceu na cintura 

dos voluntários durante a execução do experimento. As atividades foram rotuladas 

manualmente através de gravação em vídeo dos experimentos. 

Os sinais obtidos de ambos os sensores (acelerômetro e giroscópio) foram pré-

processados em um janelamento de 2.56s com sobreposição de 50%, isto é, 128 

amostras/janela. A Figura 4.1 ilustra uma janela (128 amostras) do comportamento dos sinais 

brutos dos 3 eixos do acelerômetro para a atividade Caminhar.  

Em seguida os sinais foram filtrados utilizando-se um filtro passa-baixa de 3ª ordem 

Butterworth com frequência de corte de 20Hz afim de se eliminar ruídos. 

 Considerando que o sinal da aceleração capturado sofreu influência da constante 

gravitacional (9.81 m/   = 1g), o sinal da aceleração foi separado em aceleração do corpo e 

gravidade utilizando um filtro passa-baixa com frequência de corte de 0.3 Hz. 
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Figura 4.1 Janela com 128 amostras da atividade Caminhar 

 

Após esse processo, para cada janela de sinal (considerando os sinais dos 3 eixos do 

acelerômetro e giroscópio), foram extraídas características do domínio do tempo e da 

frequência de componentes dos sinais, totalizando 561 características devidamente 

normalizadas no intervalo de [-1 1] conforme a equação 4.1 : 

 

       
     

       
                                                 4.1 

 

onde       é a característica normalizada,   é a característica em si, e          são os 

valores mínimo e máximo da característica. As características foram extraídas a partir de 

funções listadas na Tabela 4.1.  

No geral a base contém 10299 padrões, cada um contendo as 561 características 

extraídas e fora dividido de forma aleatória em 2 grupos, um para treinamento com 70% do 

total dos dados e 30% para teste (ANGUITA et al., 2013). 
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Tabela 4.1 Lista de Funções para extração das variáveis.  

Fonte: Adaptado de Anguita et al.(2013) 

Função Descrição Formulação Domínio 

Mean() Média 

aritmética    
 

 
   

 

   

 
Tempo 

Std() Desvio padrão 

   
 

 
          

 

   

 

Tempo 

Mad() Desvio 

absoluto médio 
                              Tempo 

Max() O maior valor 

de um vetor 

          Tempo 

Min() O menor valor 

de um vetor 

          Tempo 

Skewness() Assimetria da 

frequência 
   

     

 
    

Freq 

Kurtosis() Curtose da 

frequência 

            

             
 

Freq 

MaxfreqInd(s) Índice da 

frequência 

com maior 

amplitude 

                Freq 

Energy Medida de 

Energia 
 

 
   

 

 

   

 
Tempo 

SMA() Sinal 

Magnitude 

Área 

 

 
  

 

   

 

 
        

 

   

 
Tempo 

Entropy() Medida de 

Entropia 
 

 
                

 

   

     
    

   
 
   

 
Tempo 

Iqr() Variação 

Interquartile 

                 Tempo 

Autoregression() Coeficiente de 

Autoregressão 

                     Tempo 

Correlação() Coeficiente de 

Correlação de 

Pearson 

                             Tempo 

MeanFreq() Média 

ponderada dos 

componentes 

de frequência 

    

 

   

   

 

   

  
Freq 

EnergyBand() Energia de um 

intervalo de 

frequência 

 

     
   

 

 

   

 
Freq 

Angle() Ângulo entre 

os vetores 

                                           Tempo 
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As componentes dos sinais presentes nesta base são:  

1. Aceleração do corpo sem a influência da gravidade;  

2. Velocidade angular do corpo;  

3. Aceleração dos eixos devido ao movimento do corpo com a influência da 

gravidade presente no sinal;  

4. Derivada da aceleração do corpo dos eixos;  

5. Derivada da velocidade angular do corpo dos eixos;  

6. Magnitudes dos sinais obtidas pela norma euclidiana conforme:  

a. magnitude da aceleração do corpo;  

b. magnitude da velocidade angular do corpo;  

c. magnitude da aceleração com efeito da gravidade;  

d. magnitude da derivada da aceleração do corpo;  

e. magnitude da derivada da velocidade angular do corpo;  

7. Através da aplicação de Transformada Rápida de Fourrier (ou Fast Fourier 

Transform (FFT)) foram extraídas as variáveis do domínio da frequência:  

a. frequência da aceleração do corpo dos eixos;  

b. frequência da velocidade angular do corpo dos eixos;  

c. frequência da derivada da aceleração do corpo dos eixos; 

d. frequência da magnitude da aceleração do corpo dos eixos; 

e. frequência da magnitude da velocidade angular do corpo; 

f. frequência da magnitude da derivada da aceleração do corpo; 

g. frequência da magnitude da derivada da velocidade angular do corpo;  

8. Foram calculados ainda os ângulos entre os vetores: 

a. média da aceleração do corpo e média da gravidade;  

b. média da derivada da aceleração do corpo e média da gravidade;  

c. média da velocidade angular do corpo e média da gravidade;  

d. média da derivada da velocidade angular do corpo e média da 

gravidade; 

e. eixo X e média da gravidade;  

f. eixo Y e média da gravidade; 

g. eixo Z e média da gravidade.  
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O autor da base dividiu a mesma em 5 subconjuntos afim de organizar a divisão das 

variáveis de acordo com o domínio de extração e com os sensores utilizados. Os subconjuntos 

são:  

• D1: dados de acelerômetro no domínio do tempo, contendo 17 variáveis mais 

utilizadas na literatura conforme Anguita et al.(2013) extraídas de funções de Média, 

Correlação, SMA e Entropia. 

• D2: dados de acelerômetro e giroscópio no domínio do tempo e da frequência, 

contendo todas as 561 variáveis extraídas. 

• D2T: dados de acelerômetro e giroscópio apenas no domínio do tempo, 

contendo 272 variáveis extraídas. 

• D3: dados de acelerômetro e giroscópio no domínio do tempo e da frequência, 

contendo todas as 561 variáveis extraídas. Essa base faz parte da versão 2 da mesma e conta 

ainda com transições entre atividades estáticas. 

• D3T: Dados de acelerômetro e giroscópio apenas no domínio do tempo, 

contendo 272 variáveis extraídas. Essa base faz parte da versão 2 da mesma e conta ainda com 

transições entre atividades estáticas. 

 

4.3 SISTEMA PARA RECONHECIMENTO DE ATIVIDADES HUMANAS 

 

O sistema proposto pretende realizar o reconhecimento de seis atividades básicas: 3 

posturas estáticas (ficar de pé, sentado, deitado) e 3 atividades dinâmicas (caminhar, descer 

escadas e subir escadas).  Duas abordagens serão realizadas de modo a analisar a 

aplicabilidade de RNAAs para o problema de RAH. 

Ambas abordagens consistem em criar um sistema que reconheça as 6 atividades da 

base utilizando redes neurais artificiais do tipo Perceptron de Múltiplas Camadas auto-

associativa (RNAA), diferindo entre si apenas pela entrada do sistema. 

Na primeira abordagem, chamada de cenário 1, foram utilizados como entrada os 

dados de características do domínio do tempo extraídas do sinal capturado através de um 

smartphone  (banco de dados D2T - sinais de acelerômetros e giroscópio). Na segunda 
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abordagem, chamada de cenário 2, foram utilizados como entrada os dados brutos dos eixos 

X, Y e Z da aceleração do corpo no domínio do tempo. 

No cenário 1, optou-se pela utilização do banco de dados DT2 pelo motivo do mesmo 

possuir apenas características extraídas no domínio do tempo. No caso do cenário 2, optou-se 

trabalhar com o sinal bruto, para se verificar a eficiência do sistema  RAH, sem a necessidade 

de extração de características do sinal no domínio do tempo ou da frequência. 

Como já mencionado na seção 4.2 o sinal da aceleração do corpo é o sinal bruto da 

movimentação do corpo sem a influência da constante gravitacional, já que segundo Labrador 

e Yejas (2013), Lara e Labrador (2013), Ortiz (2015) e Sefen et al.(2016) a mesma adiciona 

ruídos excessivos nos sinais de atividades humanas, podendo atrapalhar no processo de RAH. 

Portanto, decidiu-se utilizar os dados da aceleração do corpo no cenário 2, por estes 

representarem de forma digna os movimentos das atividades realizadas por determinada 

pessoa.  

A Figura 4.2 ilustra de forma genérica o esquema do sistema de RAH proposto para 

ambos cenários. 

O sistema funcionará recebendo o padrão (dados de entrada) para um determinado 

sinal capturado pelo smartphone, após passar pelo processo de janelamento e extração de 

características no domínio do tempo, no caso do cenário 1 e amostras do sinal bruto no caso 

do cenário 2.  Os dados servirão como entrada simultânea para as seis RNAAs, sendo que 

cada RNAA foi, numa etapa anterior, treinada para cada caso de atividade. Essa abordagem é 

chamada de máquinas de comitê onde combina-se estimadores, nesse caso as RNAAs 

treinadas, visando melhorar o desempenho final de classificação, já que estimadores 

combinados geralmente apresentam melhor generalização e robustez .  

Após a apresentação da entrada para todas as redes, cada uma calcula  as suas saídas. 

O cálculo do erro médio quadrático entre as entradas e saídas de cada rede deverá ser 

realizado. A RNAA que apresentar menor erro quadrático médio será considerada como a 

rede vencedora e consequentemente o padrão apresentado na entrada do sistema será 

classificado de acordo com a atividade atribuída à esta rede vencedora. 

O sistema é baseado na capacidade de cada RNAA, treinada para cada tipo de 

atividade, de realizar o mapeamento de identidade, onde seus pesos guardam as características 

da distribuição dos padrões utilizados para o treinamento da rede.  Após o treinamento de cada 
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RNAA para cada tipo de atividade, ao se apresentar para as mesmas padrões que não fazem 

parte de sua distribuição de dados de treinamento, a rede não responderá adequadamente, 

apresentando um erro médio quadrático entre entrada e saída com valor alto. 

 

Figura 4.2 Ilustração do sistema de RAH baseado em 6 redes auto-associativas 

 

Cada uma das 6 redes RNAA foi treinada com função de ativação não linear sigmoidal 

para os neurônios da camada intermediária e função linear para os neurônios na camada de 

saída. Diversos treinamentos foram realizados, utilizando-se MATLAB, com diferentes 

números de neurônios na camada intermediária para todas as redes. O algoritmo de 

treinamento utilizado em ambos cenários foi o Scaled Conjugate Gradient. Este algoritmo foi 

escolhido por ser mais adequado no que diz respeito a problemas de memória computacional 

(BEALE; HAGAN; DEMUTH, 2015). 

Os cenários e os resultados obtidos por cada um deles serão descritos nas subsecções a 

seguir. A avaliação do desempenho de cada resultado foi medido através da acurácia, 

sensibilidade, especificidade e pela análise da matriz de confusão, descritos na seção 2.7, que 

são métodos de avaliação bastante relatados e utilizados na literatura inclusive para problemas 

de RAH (FACELI; LORENA, 2011; KWAPISZ; WEISS; MOORE, 2011; LABRADOR; 

YEJAS, 2013; ORTIZ, 2015; SAN-SEGUNDO et al., 2016). 
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4.3.1 CENÁRIO 1 

Nesse cenário seis RNAAs foram treinadas, uma para cada tipo de atividade, 

possibilitando assim que cada RNAA aprenda a distribuição dos dados característicos de cada 

atividade. As entradas e saídas para cada RNAA foram as 272 características pertencentes ao 

subconjunto D2T.  

Após exaustivos treinamentos na busca das melhores topologias para as RNAAs que 

levassem o sistema de RAH a uma taxa de acerto satisfatória, obtiveram-se as topologias de 

272-100-272 (número de neurônios na camada de entrada, escondida e saída respectivamente) 

para as redes das atividades caminhar, subir escadas, descer escadas e deitado e as topologias 

de 272-200-272 para as atividades de ficar de pé e sentado. A Figura 4.3 ilustra a topologia 

das RNAAs treinadas, onde cada rede pode ser representada como contendo 272 

entradas/saídas com 100 ou 200 neurônios na camada oculta, dependendo da atividade 

treinada. Silva C.(2013) ressalta que a variação dos sinais da aceleração para atividades 

estáticas é praticamente nula, podendo-se assim explicar a necessidade de um número maior 

de neurônios para as redes treinadas para as atividades ficar de pé e sentado. 

 

Figura 4.3 Ilustração genérica das RNAAs treinadas para cada atividade no cenário 1 

 

É importante salientar aqui que como o objetivo é apenas a reprodução das amostras 

da entrada da rede na saída da mesma, não existe então a restrição para a RNAA do número 
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de neurônios na camada escondida ser menor que o número de neurônios na camada de 

entrada e saída. 

Cada treinamento fora realizado com validação cruzada, conforme detalhado na seção 

3.2, onde divide-se o conjunto de dados em 3 três subconjuntos: treino (para ajuste dos pesos, 

60% das amostras), validação (evitar overfitting , 10% das amostras) e teste (verificar poder 

de generalização, 30% das amostras). 

Após o treinamento, validação e teste das seis RNAAs, foram apresentados para o 

sistema RAH, na configuração da Figura 4.2, todos os dados que foram anteriormente 

utilizados para treino, validação e teste de todas as redes. O sistema de reconhecimento de 

atividades humanas proposto nesse cenário apresentou uma acurácia de 98,69% quando 

apresentado todos os dados disponíveis, apresentando uma acurácia para dados de treino de 

99,43% e de 97,09% para os dados de validação. No caso dos dados de teste, composto de 

3090 padrões, apresentou uma acurácia de 97,73%. 

A Tabela 4.2 nos mostra a matriz de confusão para o sistema de classificação para esse 

cenário considerando apenas os dados de teste, exibindo também a acurácia, a sensibilidade e 

a especificidade do sistema. 

Tabela 4.2 Matriz de confusão para a base de testes cenário 1 

Atividade AT1 AT2 AT3 AT4 AT5 AT6 Sensibilidade 

(%) 

Especificidade 

(%) 

AT1 512 5 0 0 0 0 99,03 99,80 

AT2 0 463 0 0 0 0 100 99,53 

AT3 5 4 413 0 0 0 97,86 100 

AT4 0 0 0 499 34 0 93,62 99,25 

AT5 0 2 0 19 551 0 96,32 98,64 

AT6 0 1 0 0 0 582 99,82 100 

Acurácia        97,73 

AT1  = Caminhar, AT2 = Subir Escadas, AT3 = Descer Escadas, AT4 = Sentado, AT5 

= Ficar de Pé e AT6 = Deitado 

A acurácia foi calculada somando-se os valores da diagonal principal da matriz de 

confusão (que indica o número de acertos para cada atividade) e dividindo este valor pelo 

número total de padrões de teste apresentados ao sistema RAH conforme descrito na seção 

2.7. A sensibilidade e a especificidade são medidas de desempenho para se calcular a taxa de 

acertos na classe positiva e a taxa de acertos na classe negativa respectivamente. 

Uma sensibilidade alta indica a capacidade do sistema em classificar corretamente 

determinada atividade para casos positivos, isto é, para os casos em que foi classificado que a 
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AT1 era de fato a AT1, por exemplo. A especificidade indica a capacidade do sistema em 

indicar corretamente quando o sistema acusa que não era a AT1 e de fato não era a mesma, 

por exemplo. 

Pela análise da matriz de confusão podemos notar onde o sistema teve maior 

dificuldade na distinção correta entre uma atividade e outra. As atividades AT4 e AT5 são as 

mais confundidas entre si pelo sistema, com a menor taxa de sensibilidade para AT4 e logo 

em seguida para AT5. Segundo Silva C.(2013) a variação dos sinais da aceleração para 

atividades estáticas é quase nula, explicando dessa forma a maior confusão entre essas 

atividades.   

 

4.3.2 CENÁRIO 2 

Nesse cenário também foram treinadas seis RNAAs, uma para cada tipo de atividade, 

de modo que cada RNAA pôde aprender a distribuição dos dados característicos de cada 

atividade. 

 As entradas e saídas para cada RNAA foram os dados dos eixos X, Y e Z da 

aceleração do corpo, exemplificado na Figura 4.1, sendo assim, a entrada para cada rede foi 

uma matriz de 128 (número de amostras por janela)  vezes 3 (número de eixos do 

acelerômetro), resultando em 384 amostras que foram normalizadas entre [0 1], conforme 

ilustrado na  Figura 4.4 , que representa o sinal de entrada e o de saída (entrada estimada) para 

cada rede treinada, onde N representa o número de neurônios na camada oculta que varia de 

acordo com a topologia da rede. 

O objetivo em se utilizar os dados brutos da aceleração do corpo é de mostrar a 

capacidade das RNAAs em lidar com os sinais sem processamento prévio o qual em sistemas 

de RAH pode representar uma redução de custo de processamento e tempo antes da 

classificação propriamente dita. Isso pode ser vantajoso para sistemas implementados em 

ambientes reais, onde a reposta deve ser rápida o suficiente para a tomada de decisão, mas que 

o consumo de energia e poder computacional de processamento são limitados como em 

smartphones. 

Esse cenário diferencia-se das metodologias já utilizadas na literatura por lidar com os 

dados brutos da aceleração do corpo dos sinais através de RNAA, explorando a capacidade da 
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mesma em realizar o mapeamento de identidade das características dos padrões utilizados 

para o treinamento da rede. 

Os trabalhos correlatos relatados na seção 3.4 também fazem uso de redes neurais para 

o RAH, como através de MLP (BAYAT; POMPLUN; TRAN, 2014; ONIGA; SUTO, 2014; 

SILVA G., 2013), de rede neural do tipo DCNN+ (JIANG, 2015), ou ainda de CAE (WANG, 

2016) e utilizam as características extraídas pela fase do pré-processamento. Por outro lado a 

metodologia aqui apresentada utiliza a porção dos dados de acelerômetro correspondentes à 

aceleração do corpo, apenas separada do efeito da gravidade, sem passar por processo extrator 

de características, tornando a metodologia proposta uma alternativa interessante para a criação 

de sistemas de RAH utilizando dados capturados com acelerômetros. 

 

Figura 4.4 Ilustração genérica das RNAAs treinadas para cada atividade no cenário 2 

 

Cada treinamento foi realizado com validação cruzada, conforme detalhado na seção 

3.2, onde divide-se o conjunto de dados em 3 três subconjuntos tal que 60% das amostras 

foram separadas para o treinamento, 10% para a validação e 30% para o teste das redes. Tal 

distribuição é a mesma utilizada pela validação da base de dados (descrito na seção 4.1), desse 

modo facilita-se a comparação com os resultados de outros trabalhos. 

Após diversos treinamentos em busca de um conjunto de topologias para as RNAAs 

que fizessem com que o sistema de RAH respondesse com uma taxa de acerto satisfatória, 

foram obtidas as topologias de 384-90-384 (número de neurônios na camada de entrada, 

escondida e saída respectivamente) para  as redes  das atividades caminhar e subir escadas, 

topologias de 384-110-384 para descer escadas, topologias de 384-160-384 para as atividades 
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deitado e ficar de pé e finalmente a topologia de 384-300-384 para a atividade sentado. A 

Figura 4.4 ilustra esse cenário, onde cada rede pode ser representada como contendo 384 

entradas/saídas com N neurônios na camada oculta, onde N pode ser 90, 110, 160 ou 300 

dependendo da atividade treinada. 

Após o treinamento, validação e teste das seis RNAAs, foram apresentados para o 

sistema RAH, na configuração da Figura 4.2, todos os dados que foram anteriormente 

utilizados para treino, validação e teste de todas as redes. O sistema de reconhecimento de 

atividades humanas proposto nesse cenário apresentou uma acurácia de 98,26% para dados de 

treino, de 98,09% para os dados de validação. No caso dos dados de teste, apresentou uma 

acurácia de 95,70%. 

Através da análise da Tabela 4.3 que nos mostra a matriz de confusão para o cenário 2, 

considerando os dados de teste, podemos notar que houve maior dificuldade entre as 

atividades estáticas deitado e sentado, isso explica-se pelo fato das atividades estáticas terem 

sinais muito próximos uns dos outros (ORTIZ, 2015), com pouca variância,  motivo pelo qual 

se pode explicar também a grande diferença entre o número de neurônios na camada 

intermediária utilizados para as topologias dessas redes. 

 

Tabela 4.3 Matriz de confusão para a base de testes no cenário 2 

Atividade AT1 AT2 AT3 AT4 AT5 AT6 Sensibilidade 

(%) 

Especificidade 

(%) 

AT1 480 5 11 0 0 0 96,77 100,00 

AT2 0 444 27 0 0 0 94,26 99,10 

AT3 0 15 405 0 0 0 96,42 98,50 

AT4 0 3 0 484 4 0 98,57 100,00 

AT5 0 0 0 0 527 5 99,00 97,50 

AT6 0 0 0 0 58 479 90,00 99,80 

Acurácia        95,70 

AT1  = Caminhar, AT2 = Subir Escadas, AT3 = Descer Escadas, AT4 = Sentado, AT5 = 

Ficar de Pé e AT6 = Deitado 

Novamente a acurácia foi calculada somando-se os valores da diagonal principal da 

matriz de confusão (que indica o número de acertos para cada atividade) e dividindo este valor 

pelo número total de padrões de teste apresentados ao sistema RAH conforme descrito na 

seção 2.7. Também foram calculadas a sensibilidade e a especificidade que são medidas de 

desempenho para se calcular a taxa de acertos na classe positiva e a taxa de acertos na classe 

negativa respectivamente. 
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A sensibilidade alta da matriz de confusão da Tabela 4.3 indica que o sistema proposto 

é capaz de classificar corretamente determinada atividade para casos positivos, isto é, para os 

casos em que foi classificado que a AT1 era de fato a AT1, por exemplo. Já a especificidade 

alta da matriz indica a capacidade do sistema proposto em apontar corretamente quando o 

sistema acusa que não era a AT1 e de fato não era a mesma, por exemplo. 

 

4.4 RESULTADOS E DISCUSSÃO 

 

O sistema proposto consistiu em realizar o reconhecimento de 6 atividades básicas 

utilizando RNAAs de modo a analisar a aplicabilidade das mesmas para o problema de RAH. 

Para isso 2 cenários foram criados. No cenário 1 foi utilizado, como entrada para o sistema de 

RAH, 272 características provenientes do domínio do tempo extraídas do sinal capturado com 

acelerômetro e giroscópio de um smartphone.  Já no cenário 2 foi utilizado como entrada 384 

amostras dos dados brutos da aceleração do corpo no domínio do tempo. Em ambos os 

cenários a classificação do sistema proposto foi feita através da comparação dos erros médios 

quadráticos produzidos por cada uma das seis redes treinadas.   

No cenário 1 foi obtida a taxa de acerto de 97,73%  e assim como nesse cenário o 

trabalho de Ortiz (2015) utilizou as 272 variáveis do subconjunto D2T e, através de L1-SVM 

e L2-SVM, e obteve uma acurácia para dados de teste entre 96,30% e 96,91%. Pela análise do  

resultado é possível reforçar a validade do sistema aqui proposto para lidar com as 

características extraídas no domínio do tempo. 

Além disso, pela análise dos resultados no cenário 2, pôde-se mostrar o poder das 

RNAAs  em lidar com o mapeamento de identidade de dados brutos da aceleração do corpo, 

onde se obteve uma taxa de 95,70% para a base de teste, o  que é  um resultado satisfatório e 

muito próximo dos resultados obtidos por trabalhos que também utilizaram a mesma base, 

mas com técnicas que utilizaram as características extraídas (as 561 disponíveis na base) 

como o de Kastner et al. (2013), o de Reiss et al. (2013) e o de Romera-Paredes et al. (2013)  

com acurácia para dados de teste de 96,23%, 94,33% e 96,40% respectivamente, enquanto 

que o autor da base obteve, através de SVM, uma acurácia de 96,50%. 

A utilização de dados brutos da aceleração do corpo ainda é pouca explorada na 

literatura e autores como Lara e Labrador (2013) e Ortiz (2015) relatam a dificuldade de lidar 
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com dados assim pelo fato de possuírem grande quantidade de ruído. Desta forma a maioria 

dos trabalhos relacionados ao RAH utiliza-se de algum método extrator de características para 

o sistema classificador. 

O método aqui apresentado é bastante vantajoso, por exemplo, em sistemas de 

reconhecimento de atividades em tempo real onde a reposta deve ser rápida o suficiente para a 

tomada de decisão e também quando o consumo de energia e poder computacional de 

processamento são limitados como em smartphones , que ao invés de ficar capturando os 

dados, extraindo características  para depois realizar a classificação em si, poderia poupar 

energia e processamento, apenas capturando os dados já sem a influência da gravidade e 

classificando as atividades mais rapidamente. 

O bom resultado apresentado pelo sistema de RAH proposto mostra a grande 

aplicabilidade de  RNNAs para problemas de classificação, mostrando assim sua eficiência 

não só para problemas de compressão de sinais (onde estas redes vêm sendo mais utilizadas) 

mas também para problemas onde se possa utilizar a capacidade de mapeamento de identidade 

da RNAA como no de classificação de atividades. 

 

5 CONCLUSÃO 

 

O objetivo desta dissertação foi apresentar uma nova abordagem baseada em Redes 

Neurais Auto-associativas para o reconhecimento de atividades humana, utilizando dados 

obtidos com sensores de smartphone. 

A principal motivação para uso de RNAA para este problema, é que apesar da 

literatura apresentar diversos trabalhos com redes neurais que alcançam bons resultados, não 

foram encontrados correlatos utilizando RNAA para o problema de reconhecimento de 

atividades humanas que utilizassem dados brutos. 

 O problema de RAH foi contextualizado apresentando-se os principais conceitos 

relacionados a RAH, as etapas para a criação de um sistema classificador de atividades 

humanas e as aplicações de RAH nas mais diversas áreas. 

As dificuldades encontradas nesta pesquisa estão relacionadas ao entendimento do 

domínio de forma geral, pois há poucos trabalhos que conceituam de maneira formal o 

problema de RAH. Além disso, nas etapas de RAH são relatadas dificuldades inerentes ao 
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processo de reconhecimento como a escolha adequada dos sensores e do conjunto de 

atividades a serem classificadas. 

O sistema proposto consistiu em realizar o reconhecimento de 6 atividades humanas 

básicas utilizando RNAAs com dados de sensores disponíveis em um banco de dados público 

criado por Anguita et al (2013).  

Os bons resultados apresentados pelo sistema de RAH mostram a grande 

aplicabilidade das redes neurais auto-associativas para problemas de classificação, mostrando 

assim sua eficiência não só para problemas de compressão de sinais (onde estas redes vêm 

sendo mais utilizadas) mas também para problemas onde se possa utilizar a capacidade de 

mapeamento de identidade da RNAA para lidar inclusive com sinais brutos. 

O principal trabalho gerado a partir dos estudos e resultados aqui obtidos, intitulado 

"Reconhecimento de Atividades Humanas utilizando Redes Neurais Auto-associativas e 

dados de um Smartphone" foi publicado nos anais do XIII Encontro Nacional de Inteligência 

Artificial e Computacional  e pode ser encontrado em 

www.lbd.dcc.ufmg.br/colecoes/eniac/2016/032.pdf ou ainda em 

www.lbd.dcc.ufmg.br/bdbcomp/servlet/Trabalho?id=24434. 

Como futuros trabalhos propõe-se utilizar a mesma técnica para reconhecimento de 

outras atividades humanas, melhorar a taxa de acerto de forma global, trabalhar com os dados 

obtidos também no domínio da frequência e com os outros subconjuntos de dados que estão 

disponíveis na base. Além disso, também é possível a utilização de diversos banco de dados, 

afim de se comparar diferentes cenários com múltiplas atividades. Ademais, ainda é possível a 

criação de um sistema embarcado com sensores vestíveis para RAH utilizando o classificador 

gerado pela metodologia aqui proposta. 

 

 

 

 

 

 

 
 

www.lbd.dcc.ufmg.br/colecoes/eniac/2016/032.pdf
www.lbd.dcc.ufmg.br/bdbcomp/servlet/Trabalho?id=24434
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